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Introducció

La pràctica es tracta bàsicament d’un reconeixedor de dígits manuscrits: partint d’un conjunt d’imatges d’entrenament que se’ns donava ja classificades, hem emprat una xarxa neuronal de tres capes amb retropropagació per tal de copsar l’aprenentatge necessari per discriminar un conjunt d’imatges de test, que també se’ns donava, de la forma més exitosa possible. El llenguatge emprat en la codificació ha estat el Java, per la seva portabilitat i extensibilitat. Lés característiques de la xarxa neuronal, malgrat les explicarem en més detall en futures seccions, són: tantes neurones d’input com píxels tenen les imatges d’entrada (16 x 16) i tantes neurones intermitges (o amagades) i de sortida (d’output) com número de dígits volem discriminar (del 0 al 9), sense tenir en compte el biaix a l’entrada de les neurones i emprant com a funció d’activació la funció logística, interessant perquè els nombres que la xarxa dóna com a  sortida a cadascuna de les neurones són directament la probabilitat de que una imatge d’entrada es correspongui a cadascun dels 10 dígits possibles. A continuació explicarem una mica les funcionalitats que implementa la pràctica, una mica a mode de manual d’usuari, entrant més tard, en la mesura que es trobi interessant, en detalls de la implementació.

Manual d’usuari

Arees de la pantalla
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En la pantalla inicial podem veure diverses àrees: al fons de la pantalla podem veure les imatges que hem carregat com a conjunt de test, a la seva dreta podem veure les probabilitats de sortida de la darrera imatge triada per ésser discriminada (en aquest cas veiem que aquesta havia estat un set i efectivament veiem com la probabilitat més alta, i de fet la única positiva, es correspon precisament a la de la neurona de sortida associada a aquest dígit), a la zona superior de la pantalla podem veure el menú, les opcions del qual seran explicades amb detall a continuació i a la zona inferior una barra d’eines amb les opcions d’ús més habitual.
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Menú Fitxer

Com podem veure, en el menú Fitxer tenim quatre opcions:

· Carregar fitxer entrenament: Amb aquesta opció ens apareix un quadre de diàleg per triar el fitxer que conté les imatges que voldrem emprar per l’entrenament de la xarxa, amb el següent format: cada línia del fitxer conté primer el número real que representa la imatge i després el nivell de gris de cadascun dels  256 píxels que la formen. Per tal de simplificar una mica el model i reduir d’aquesta forma el temps d’entrenament i també el temps de repintar la pantalla, els guardarem tan sols la imatge en blanc i negre (si el nivell de gris supera un cert llindar ho considerarem negre i altrament ho considerarem blanc).

· Carregar fitxer test: Amb aquesta opció ens apareix un quadre de diàleg per triar el fitxer que conté les imatges que voldrem emprar per provar el model resultant de l’entrenament. El format d’aquestes serà el mateix que el de les emprades en l’entrenament. Un cop carregades les imatges de test ens apareixen al fons de la finestra principal de l’Applet, i les podrem avaluar de forma conjunta o bé per separat tal i com veurem a continuació.

· Dividir fitxers : Amb aquesta opció podem generar els fitxers d’entrenament i de test a partir d’un sol fitxer, explicitant el percentatge d’individus del fitxer origen emprat en cadascun dels dos (els individus es triaran de forma aleatòria fins assolir el percentatge a emprar el fitxer de test i després amb els individus restants es generarà el fitxer d’entrenament).

· Sortir: Amb aquesta opció finalitzarem amb l’execució de la pràctica.
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Menú Veure

En el menú Veure tenim dues opcions:

· Imatges capturades: Amb aquesta opció ens apareix una finestra amb el conjunt de totes les imatges llegides al fitxer d’entrenament.

· Resultats: Amb aquesta opció ens apareix una finestra amb el resultat de passar per la xarxa el conjunt d’imatges de test amb la següent informació: nombre d’imatges ben classificades per dígit i percentatge del total, nombre d’imatges classificades a un dígit però que en realitat representen un altre dígit i percentatge del total, i per últim nombre d’imatges que representen a un dígit però que han estat classificades fora.
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Menú Xarxa

En el menú Xarxa tenim les següents opcions:

· Obrir: Amb aquesta opció ens apareix una quadre de diàleg per triar el fitxer del qual volem carregar els valors de la xarxa que prèviament hem guardat.

· Guardar: Amb aquesta opció ens apareix una quadre de diàleg per triar el fitxer al qual volem guardar els valors de la xarxa (dels vectors de pesos que simulen la connexió entre neurones) actuals. Aquesta opció és útil pel temps que triga el procés d’aprenentatge: un cop assolits uns valors als vectors de pesos que donen uns bons resultats discriminant les imatges del conjunt de test, desarem la xarxa emprant aquesta opció per tal de no haver d’esperar novament l’execució del costós procés d’aprenentatge cada vegada que entrem de nou al programa.
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Entrenar: Amb aquesta opció iniciem l’entrenament de la xarxa, malgrat s’explica amb més detall en la secció següent, el que fa és anar passar el conjunt d’imatges d’entrenament per la xarxa provocant l’actualització dels pesos d’aquesta en funció de l’error i de la constant d’aprenentatge. Aquest procés el podem seguir gràcies a l’aparició d’una finestra a la part superior dreta que ens mostra l’evolució de l’error i del guany després de cada iteració.

· Parar entrenament: En la mateixa finestra de dalt podem veure ja l’opció de parar el procés d’entrenament, que el que fa, al igual que la opció corresponent del menú es deixar d’alimentar els inputs de la xarxa amb els píxels de les imatges d’entrenament.

· Test: Amb aquesta opció es posa als inputs de la xarxa els valors dels píxels de la imatge que tenim seleccionada (per tal de seleccionar una de les imatges del conjunt de test, carregades com he dit abans al fons de l’Applet, tan sols tenim que clicar sobre elles i ja veurem com la imatge passa a estar envoltada d’un requadre negre) i després ens surt una finestra dient-nos quin dígit representa aquesta imatge segons la xarxa (a quin dígit correspon l’output que té un valor més gran). A més, a la part dreta del fons de la pantalla podrem veure els valors de sortida, és a dir, la probabilitat que la xarxa ha atorgat a cadascun dels dígits.
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· Resetejar xarxa: També en la mateixa finestra de dalt podem veure l’opció de resetejar la xarxa, que al igual que la opció de menú corresponent serveix per si ens interessa la opció de partir de zero malgrat tenir ja la xarxa entrenada, tornant a l’estat inicial d’aquesta inicialitzant els vectors de pesos amb valors aleatoris per tal de poder començar amb un nou procés d’aprenentatge.

· Configurar xarxa: Amb aquesta opció ens apareix una finestra amb els paràmetres que podem variar de la xarxa actual, que per ara no és cap més que la constant d’aprenentatge (el factor que multiplica a l’actualització del vector de pesos, tal i com veurem amb més detall en la següent secció).
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Menú Ajuda

En aquest menú tan sols em inclòs un quadre amb la informació referent a la versió i als autors, car hem trobat que la simplicitat de funcionament de la pràctica no requeria la existència d’una ajuda on-line.

Detalls de la implementació

Potser el més interessant fóra comentar una mica exhaustivament les funcions principals de la classe Neural, inclosa al fitxer Neural.java, car aquesta és el motor del procés de discriminació de dígits manuscrits.

Creació de la classe

Com podem veure a continuació, a la creació de la xarxa es creen els vectors de neurones d’entrada, intermitges i sortida, els vectors d’errors i les matrius de pesos i després s’inicialitza el valor d’aquestes darreres de forma aleatòria emprant la crida a la funció randomizeWeights(), de la qual n’adjuntem el codi a continuació (no creiem que sigui necessari comentar-la amb més detall, car la seva implementació no té cap misteri).


Neural(int i, int h, int o, float lc)


{





LEARNCONST = lc;



Inputs = new float[i];



Hidden = new float[h];



Outputs = new float[o];



W1 = new float[i][h];



W2 = new float[h][o];



NumInputs = i;



NumHidden = h;



NumOutputs = o;



output_errors = new float[NumOutputs];



hidden_errors = new float[NumHidden];



randomizeWeights();


}


public void randomizeWeights()


{



for (int ii = 0; ii < NumInputs; ii++)



{




for (int hh = 0; hh < NumHidden; hh++)




{





W1[ii][hh] =





        0.1f * (float) Math.random() - 0.05f;




}



}



for (int hh = 0; hh < NumHidden; hh++)



{




for (int oo = 0; oo < NumOutputs; oo++)




{





W2[hh][oo] =





        0.1f * (float) Math.random() - 0.05f;




}



}


}

Funció ForwardPass: Discriminació d’una imatge d’entrada

Aquesta funció es cridarà després de posar a les neurones d’entrada el valor de cadascun dels píxels de la imatge (amb la simplificació comentada anteriorment dels nivells de grisos), i la seva funció és simple: inicialitzem els valors de les neurones amagades o intermitges a 0 i després multipliquem els pesos del primer vector pels inputs i li apliquem la funció d’activació triada (en el nostre cas, la funció logística). Després fem el mateix procés amb les neurones de sortida (també hem triat la funció logística en aquest pas) i el valor de cadascuna de les neurones de sortida és la probabilitat de que la imatge que hem posat a l’entrada de la xarxa representi el dígit associat a la neurona.


public void ForwardPass()


{



int i;



int h;



int o;



for (h = 0; h < NumHidden; h++)



{




Hidden[h] = 0.0f;




for (i = 0; i < NumInputs; i++)




{





Hidden[h] +=





        Inputs[i] * W1[i][h];




}




Hidden[h] = fLogistica(Hidden[h]);



}





for (o = 0; o < NumOutputs; o++)



{




Outputs[o] = 0.0f;




for (h = 0; h < NumHidden; h++)




{





Outputs[o] +=





        Hidden[h] * W2[h][o];




}




Outputs[o] = fLogistica(Outputs[o]);



}


}

Funció Train: Entrenament de la xarxa

Aquesta funció es cridarà des de l’opció del menú comentada abans amb aquesta finalitat, i de fet s’anirà cridant tantes vegades com faci falta fins que l’error de la xarxa sigui inferior a un cert llindar o bé fins assolir un nombre màxim d’iteracions fixat. Cadascuna d’aquestes crides agafa el conjunt d’imatges d’entrenament i passa cadascuna d’elles per la xarxa (posant el valor dels píxels de la imatge a les neurones d’entrada i emprant la funció ForwardPass(), comentada amb detall anteriorment). Després calcula els errors a les neurones de sortida primer, característica de les xarxes neuronals de retropropagació, emprant com vam veure a classe la derivada de la funció d’activació (recordem que en el nostre cas hem emprat la funció logística), i després emprant novament la mateixa funció els errors a les neurones de la capa amagada. Aquests errors els empra juntament amb el valor de les neurones i la constant d’aprenentatge (que com ja hem vist és un paràmetre configurable a la xarxa des del programa) per tal d’actualitzar els vectors de pesos (que com ja sabem representa les connexions entre les neurones de les diferents capes). La manera de triar els elements del conjunt d’aprenentatge és la següent : s’agafa la classe amb menys individus i es trien a l’atzar tants individus com 10 vegades la cardinalitat d’aquesta classe, triant primer entre les classes d’individus a l’atzar i després agafant de forma seqüencial l’individu. Ho hem fet així per tal d’igualar una mica el conjunt d’entrenament per les diferents classes (per la forma que tenim d’agafar els individus es pot dir que la xarxa tendirà a ésser influenciada pel mateix nombre d’individus de cada classe). Un altre tema que hem trobat interessant és la possibilitat d’entrenar una xarxa enlloc d’emprar la manera tradicional (que és la implementada i explicada anteriorment) emprant les tècniques dels algorismes genètics: es tractaria d’entendre tota la xarxa com a genoma (la concatenació dels vectors de pesos) i després d’haver fet una població inicial a l’atzar, anar creuant i mutant els individus (en aquest cas les xarxes) amb un error més petit. Donat que entenem que la intenció d’aquesta pràctica no anava potser tan enllà, malgrat comentem aquest tema tal i com et vam dir a tots dos membres del grup ens agradaria de poder seguir treballant en aquestes i d’altres idees relacionades al nostre projecte de final de carrera.


public float Train()


{



return Train(InputTraining, OutputTraining, NumTraining);


}


public float Train(float ins[],


                   float outs[],


                   int num_cases)


{



int   i;



int   h;



int   o;



int   in_count  = 0;



int   out_count = 0;



float error     = 0.0f;



for (int example = 0; example < num_cases; example++)



{




for (i = 0; i < NumInputs; i++)




{





Inputs[i] = ins[in_count++];




}




ForwardPass();




if (MyGUI != null)




{





MyGUI.repaint();




}




for (o = 0; o < NumOutputs; o++)




{









output_errors[o] =





        (outs[out_count++] -





         Outputs[o])





        * fLogisticaDeriv(Outputs[o]);





error += Math.abs(output_errors[o]);




}




for (h = 0; h < NumHidden; h++)




{





hidden_errors[h] = 0.0f;





for (o = 0; o < NumOutputs; o++)





{






hidden_errors[h] +=






        output_errors[o] * W2[h][o];





}





hidden_errors[h] =





        hidden_errors[h] * fLogisticaDeriv(Hidden[h]);




}

for (o = 0; o < NumOutputs; o++)




{





for (h = 0; h < NumHidden; h++)





{






W2[h][o] +=






        LEARNCONST * output_errors[o] * Hidden[h];





}




}

for (h = 0; h < NumHidden; h++)




{





for (i = 0; i < NumInputs; i++)





{






W1[i][h] +=






        LEARNCONST * hidden_errors[h] * Inputs[i];





}




}




}



return error;


}

Funcions d’activació: Funció logística i la seva derivada

A continuació adjuntem el codi de la funció d’activació emprada per la nostra xarxa, en el càlcul del valor de les neurones de la capa amagada i posteriorment en el càlcul del valor de les neurones de sortida, així com també el de la seva derivada, emprada en el càlcul dels vectors d’error que després s’usen en el procés d’actualització de pesos que permet l’aprenentatge de la xarxa. No cal comentar massa res al respecte, car son ambdós tal qual es van donar a classe.


protected float fLogistica(float x)


{



return



        (float) ((1.0 / (1.0 + Math.exp((double) (-x)))) - 0.5);


}


protected float fLogisticaDeriv(float x)


{



double z = fLogistica(x) + 0.5;



return (float) (z * (1.0 - z));


}

;-----------------------------------------------------------------


;	Tercera pràctica de TCD: Discriminació de dígits manuscrits


;-----------------------------------------------------------------


;	Autors:


;		Gabriel Prat Masramon (d3958986)


;		Rafael Castillo López (d3949195)


;-----------------------------------------------------------------








